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协方差矩阵自适应演化策略学习机制综述
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　　摘　要：　基于协方差矩阵自适应（ＣＭＡ）的演化策略算法（ＥＳ）是一种优秀的、不依赖于梯度信息的随机局部优
化算法．基于ＣＭＡ的学习机制使其对搜索空间的任意可逆线性变换具有不变性，对于病态的、高度不可分的问题有优
秀的求解能力．ＣＭＡ学习机制具有较强的数学理论基础，这对设计其他演化算法有很好的借鉴意义．本文旨在详细分
析ＣＭＡＥＳ的各种学习机制，并给出其所依赖的主要理论基础．最后通过实验比较 ＣＭＡＥＳ各种变体的优势与不足，
并着重比较本文改进的ＣＭＡＥＳ变体与其它变体在性能上的差异．
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１　引言

　　演化策略［１］属于一种随机搜索算法，主要用于解

决现实世界中一些传统优化算法难于处理的优化问

题，例如不连续，不可微，高维度等．它通过对已找到的
优秀的搜索点增加一个随机向量来改变搜索的步长和

方向，这个步骤通常称之为变异．在优化过程中适当地
利用这些变异更新协方差矩阵信息，允许搜索分布学

习和使用一个可变尺度的协方差矩阵．变异对于演化
策略来说非常重要，因为它主要通过随机变异来改变

搜索点的位置，而不像差分演化算法［２，３］和粒子群优

化［４，５］算法通过个体间的差分向量或向优秀个体学习

的机制来改变搜索点位置．变异操作是驱动演化策略
算法最重要的动力来源．

为了控制变异操作，用于控制变异分布的策略参

数被引入，这些策略参数包括全局（整体）步长、单独步
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长及搜索分布的旋转角度，这些策略参数是内生的，和

搜索点的分布密切相关．优秀的策略参数会提高由它
所生成的搜索点被选中的概率，反之，被选中并被遗传

到下一代的搜索点也影响对策略参数的调整，这一策

略参数调整的过程被称为变异策略参数控制（Ｍｕｔａｔｉｏｎ
ＳｔｒａｔｅｇｙＰａｒａｍｅｔｅｒＣｏｎｔｒｏｌ，ＭＳＣ）［６］．传统的 ＭＳＣ设置往
往需要特定的先验知识，而且优良的参数设置会因问

题而异，对于通常的现实问题而言，并没有对策略参数

最佳选择的特定知识可用，所以策略参数调整很难达

到满意的效果．因此自适应的策略参数应运而生，
Ｓｃｈｗｅｆｅｌ［６］在１９８１年提出了搜索分布旋转角自适应，该
方法通常被称为相关变异，通过对搜索分布进行任意

角度的旋转及步长控制可生成任意方向的正态变异分

布，不过这种方法依赖于坐标系，不具有对搜索空间线

性变换的不变性．Ｏｓｔｅｒｍｅｉｅｒ等［７］在１９９４年提出了去随
机化的步长控制（ＤｅｒａｎｄｏｍｉｚｅｄＭｕｔａｔｉｖｅＳｔｅｐＳｉｚｅＣｏｎ
ｔｒｏｌ，ＤＳＣ），可以在小种群下自适应控制单独的步长变
异．Ｈａｎｓｅｎ和 Ｏｓｔｅｒｍｅｉｅｒ［８］在 １９９６年提出了基于 ＤＳＣ
概念的协方差矩阵自适应学习机制，协方差矩阵的引

入使得搜索分布可以完全独立于坐标系，具有对搜索

空间任意可逆线性变换的不变性．Ｈａｎｓｅｎ和 Ｏｓｔｅｒ
ｍｅｉｅｒ［９］于２００１年在前面工作的基础上提出了完全去
随机化的协方差矩阵自适应学习机制，引入“去随机

化”和“积累演化路径”两个概念，以消除随机性对搜索

分布波动的影响，使策略参数的改变确定性的与目标

参数的变化相联系．２００２和 ２００３年 Ｍüｌｌｅｒ和 Ｈａｎｓｅｎ
等［１０，１１］提出了秩μ更新机制，该机制可充分利用在较
大种群中所包含的信息，通过利用这些信息来减少运

行时间和增强全局搜索能力．
在协方差矩阵更新过程中，需要用到对协方差矩

阵的特征分解．一个普通协方差矩阵特征分解需要
Θ（ｎ３）步，其中ｎ为问题维度．为了把特征分解的复杂
度降为二次的，Ｈａｎｓｅｎ等［９］使用了对协方差矩阵进行

延迟分解的方法，提出了（μｗ，λ）ＰＵｄＣＭＡ算法，但是
这种方法会使用过时的变异分布．２００６年 Ｉｇｅｌ等［１２］把

Ｃｈｏｌｅｓｋｙ因式分解方法引入协方差矩阵更新，把对协方
差矩阵的显式更新改为对协方差矩阵 Ｃｈｏｌｅｓｋｙ因子的
更新，这种方法不需要显式更新协方差矩阵，而通过对

Ｃｈｏｌｅｓｋｙ因子的更新来隐式更新协方差矩阵，该方法把
算法计算复杂度从 Θ（ｎ３）降为了 Θ（ｎ２）．他们提出的
这种增量更新技术属于秩１更新，被经常用于卡尔曼
滤波领域［１３］．Ｉｇｅｌ等把这种Ｃｈｏｌｅｓｋｙ因式分解方法应用
到了（１＋１）ＣＭＡＥＳ中，由此提出了（１＋１）Ｃｈｏｌｅｓｋｙ
ＣＭＡＥＳ算法．在该算法中取消了演化路径的使用，这
导致（１＋１）ＣｈｏｌｅｓｋｙＣＭＡＥＳ算法在求解某些问题时
学习效率变慢．２００７年 Ｉｇｅｌ等［１４］直接把 Ｃｈｏｌｅｓｋｙ因式

分解方法应用于（１＋λ）ＣＭＡＥＳ算法，从而提出了（１
＋λ）ＣｈｏｌｅｓｋｙＣＭＡＥＳ，并将该算法应用于求解多目标
优化问题．２００９年 Ｓｕｔｔｏｒｐ等［１５］在 Ｉｇｅｌ的工作基础上进
行改进，在Ｃｈｏｌｅｓｋｙ因式分解方法中解决了演化路径计
算的问题，使得具有秩１更新的（μｗ，λ）ＣＭＡＥＳ算法
的计算复杂度也降为了 Θ（ｎ２），这很大程度上提高了
（μｗ，λ）ＣＭＡＥＳ算法在高维问题上的运行效率．２００８
年Ｒｏｓ等［１６］提出一种以对角协方差矩阵替换常规协方

差矩阵的方法，该方法把算法时间和空间复杂性降到

了线性的．由于对角矩阵的引入导致该方法失去了对
搜索空间的旋转不变性，以致在某些不可分的问题上

性能下降严重，但是在一些高维可分的问题上却性能

优异，甚至在某些高维多峰问题上也性能良好．经过多
年完善改进，ＣＭＡ学习机制已经成为演化策略中对策
略参数控制最行之有效的一种方法，并成功应于全局

优化［１７，１８］、多峰优化［１９，２０］、多目标优化［１４，２１］、大规模优

化［２２，２３］等领域．
ＣＭＡＥＳ中的学习机制主要包括协方差矩阵自适

应和整体步长自适应．这两种学习机制相互独立的进
行自适应学习，整体步长的自适应并不依赖于协方差

矩阵的自适应，这样做的目的是为了加快收敛的速度，

但是这两种学习机制都依赖于对已选择的多元正态随

机变量的学习．

２　理论基础
　　为了把协方差矩阵自适应学习机制阐述清楚，本
文把协方差矩阵自适应学习的主要理论基础总结为定

理１到定理５（篇幅关系证明部分被省略）．另外，定理
６和定理７为有关Ｃｈｏｌｅｓｋｙ因子增量更新的相关定理，
引自文献［１２，１５］．
２１　协方差矩阵自适应学习的主要理论基础

定理１　若 ｎ维随机向量 ｘ符合多元正态分布
Ｎ（０，Ｉ），则它的任意线性组合ｙ＝Ａｘ＋μ服从多元正态
分布Ｎ（μ，ＡＡＴ）～ＡＮ（０，Ｉ）＋μ，其中Ａ∈ＲＲｍ×ｎ．

定理２　如果有限个ｎ维向量ｘ１，…，ｘｍ∈ＲＲ
ｎ，给每

个向量乘以一个Ｎ（０，１）正态分布随机数，则Ｎ（０，１）ｘ１
＋… ＋Ｎ（０，１）ｘｍ是一个均值为零向量的多元正态分

布Ｎ（０，∑
ｍ

ｉ＝１
ｘｉｘ

Ｔ
ｉ）．

定理３　一个实对称正定矩阵 Ｃ可特征分解为
ＢＤ２ＢＴ，Ｂ为正交矩阵，Ｂ的每一列对应 Ｃ的一个特征
向量；Ｄ为对角矩阵，Ｄ的每个对角元素对应 Ｃ的一个
特征值的平方根，并且每个对角元素与 Ｂ中的相应列
对应．

定理４　对于非零向量ｖ＝［ｖ１，…，ｖｎ］
Ｔ，ｎ≥２，令Ａ

＝ｖｖＴ，则Ａ满足以下结论：

９３２
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ａ．是秩为１的ｎ阶对称矩阵．
ｂ．它是一个非负定矩阵，只有一个非零的特征值

λｎ＝ ｖ
２，且ｖ是特征值λｎ对应的特征向量．

推论１　对于非零向量ｖ＝［ｖ１，…，ｖｎ］
Ｔ，ｎ≥２，如果

乘以一个Ｎ（０，１）正态分布随机数，则 Ｎ（０，１）ｖ为线性
分布，且该分布为所有均值为零的正态分布中具有最

大的概率产生向量ｖ．
定理５　ｍ个相互独立的ｎ维向量ｖ１，ｖ２，…ｖｍ，ｎ≥

２，矩阵∑
ｍ

ｉ＝１
ｖｉｖ

Ｔ
ｉ为秩为ｍｉｎ（ｍ，ｎ）的对称矩阵．

２２　Ｃｈｏｌｅｓｋｙ因子增量更新的理论基础
在文献［１２］中提出了定理６，该定理给出了 Ｃｈｏｌ

ｅｓｋｙ因子如何进行增量更新，在文献［１５］中提出了定
理７和推论２，定理７给出了 Ｃｈｏｌｅｓｋｙ因子的逆矩阵如
何进行增量更新，推论２指出了如何通过协方差矩阵的
隐式更新把计算复杂度降为Θ（ｎ２）．

３　协方差矩阵自适应学习机制

３１　多元正态分布
演化策略采用的搜索分布是多元正态分布，多元

正态分布 Ｎ（ｍ，Ｃ）由均值 ｍ∈ＲＲｎ和对称的正定协方

差矩阵Ｃ∈ＲＲｎ×ｎ唯一确定，均值 ｍ确定分布的中心位
置，协方差矩阵Ｃ确定分布的形状、方向和范围。根据
二次型的知识，每个协方差矩阵都可以由唯一的一个

超椭球体｛ｘ∈ＲＲｎ｜ｘＴＣｘ＝１｝标识［２４］．根据定理３可知
Ｃ＝ＢＤ２ＢＴ，Ｂ的所有列构成一个正交坐标系统，Ｂ的每
一列向量代表椭球体的一个主轴方向，这种类型的正

态分布是不依赖于坐标轴的。协方差矩阵的特征分解

可看成是对协方差矩阵的主成份分析，Ｂ的列向量指明
各成份的方向，Ｄ的对角元素指明各成份的大小。

椭球体的主轴对应矩阵 Ｃ的特征向量，主轴长度
的平方对应矩阵Ｃ的特征值。正态分布 Ｎ（ｍ，Ｃ）根据
定理１可以被写成以下不同的形式：
Ｎ（ｍ，Ｃ）～ｍ＋Ｎ（０，Ｃ）

～ｍ＋Ｎ（０，ＢＤ２ＢＴ）
～ｍ＋Ｎ（０，（ＢＤ）（ＢＤ）Ｔ）
～ｍ＋ＢＤＮ（０，Ｉ{ ）

～Ｎ（０，Ｄ２）

（１）

３２　协方差矩阵自适应的原理
协方差矩阵自适应是一个完全去随机化的自适应

方案［９，２４］．协方差矩阵自适应的一般策略是改变协方差
矩阵以使得那些有希望产生更大适应度进步的变异步

能够更多的被生成．实现协方差矩阵自适应较常见的
方法是直接对协方差矩阵进行增量式更新，其形式为：

Ｃ（ｇ＋１）＝αＣ（ｇ）＋βＶ（ｇ） （２）
矩阵Ｃ（ｇ）∈ＲＲｎ×ｎ和Ｖ（ｇ）∈ＲＲｎ×ｎ必须保证是正定的，α，β

∈ＲＲ＋是权重系数．令 ｖ（ｇ）∈ＲＲ为搜索空间中有希望产
生更大适应度进步的变异步，在下一次迭代中要增加

产生变异步ｖ（ｇ）的概率，则可采用秩－１更新形式：
Ｃ（ｇ＋１）＝αＣ（ｇ）＋βｖ（ｇ）ｖ（ｇ）

Ｔ

（３）
Ｎ（０，Ｃ（ｇ＋１））可被写成Ｎ（０，αＣ（ｇ））＋Ｎ（０，βｖ（ｇ）ｖ（ｇ）

Ｔ

）的

形式，其中Ｎ（０，αＣ（ｇ））为上一次迭代的正态分布，权重
系数α用于减少旧的正态分布信息；根据推论１可知
Ｎ（０，βｖ（ｇ）ｖ（ｇ）

Ｔ

）为一个线性分布，它具有最大的概率产

生向量ｖ（ｇ），这种变异分布倾向于产生在过去演化代中
选择生成的变异步．权重系数β用于降低新的正态分布
信息对旧正态分布信息的影响．这种更新规则使得旧
的变异分布向线性分布Ｎ（０，βｖ（ｇ）ｖ（ｇ）

Ｔ

）移动．通过添加
不同的ｖｉ，ｉ＝１，…，ｍ，由定理２可知，可实现均值为零
向量的任意多元正态分布．由于变异向量 ｖ（ｇ）所生成的
协方差矩阵被加到了Ｃ（ｇ＋１）中，所以在下一代生成向量
ｖ（ｇ）所在方向的变异的概率会增加。最后，这种更新会
导致选择前和选择后分布上的一致。如果两个分布相

类似，在随机选择的情况下，最终的期望是协方差矩阵

的变异分布将不会有任何改变发生。

３３　演化策略的基本公式
在一个标准的演化策略算法中，第 ｇ代生成的第 ｉ

个后代的目标向量ｘ（ｇ＋１）ｉ ∈ＲＲｎ可按如下公式生成［１５］：

ｘ（ｇ＋１）ｉ ←ｃ（ｇ）{ｉ
重组

＋ｖ（ｇ）{ｉ
变异

向量ｃ（ｇ）ｉ 依赖于重组方式，重组方式可有全局离散重
组、全局中值重组和全局加权重组．在通常情况下多采
用加权重组方式，让质量好的后代个体具有更大的权

重系数．变异向量ｖ（ｇ）ｉ 是一个符合 Ｎ（０，Ｃ
（ｇ））分布的多

元正态分布随机向量．要生成一个 ｖ（ｇ）ｉ ，可先生成一个
符合 Ｎ（０，Ｉ）分布的随机向量 ｚ（ｇ）ｉ ，然后通过一个线性
变换Ａ（ｇ）ｉ ∈ＲＲ

ｎ×ｎ对ｚ（ｇ）ｉ 进行缩放和旋转，其中Ａ
（ｇ）
ｉ 为矩

阵 Ｃ（ｇ）的一个 Ｃｈｏｌｅｓｋｙ因子（Ｃ（ｇ） ＝Ａ（ｇ）Ａ（ｇ）Ｔ），即
Ａ（ｇ）ｉ ｚ

（ｇ）
ｉ ～Ｎ（０，Ｃ

（ｇ）
ｉ ），ｚ

（ｇ）
ｉ ～Ｎ（０，Ｉ）．则生成抽样搜索

点的基本公式可写成如下形式：

ｘ（ｇ＋１）ｋ ＝ｍ（ｇ）ｋ ＋σ
（ｇ）Ｎ（０，Ｃ（ｇ）{ ）

ＢＤＮ（０，Ｉ）

　ｋ＝１，…，λ （４）

其中，ｘ（ｇ＋１）ｋ 第ｇ＋１代中的第 ｋ个后代．ｍ（ｇ）∈ＲＲｎ第 ｇ
代搜索分布中已选择个体的加权平均位置．σ（ｇ）∈ＲＲ＋

第ｇ代整体标准偏差，即第 ｇ代的全局步长．Ｃ（ｇ）∈
ＲＲｎ×ｎ第ｇ代的搜索分布的协方差矩阵，大小取决于标
量因子σ（ｇ）

２

．λ≥２为种群大小．
３４　秩１更新

根据上面３２节的式（３）可知，秩 －１更新机制［９］

通过向旧的协方差矩阵上累加新的矩阵增量实现更

新，矩阵增量ｖ（ｇ）ｖ（ｇ）
Ｔ

中的 ｖ（ｇ）为选择的变异步．变异步
长公式为ｙ（ｇ＋１）＝（ｍ（ｇ＋１）－ｍ（ｇ））／σ（ｇ），ｍ（ｇ＋１）－ｍ（ｇ）为

０４２
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两代上已选择个体加权均值之差，其中除以σ（ｇ）的目的
是为了消除整体步长对变异步长的影响．为了使用步
长符号信息及充分挖掘一系列演化代之间的相关信息

来进行协方差矩阵更新，Ｈａｎｓｅｎ和Ｏｓｔｅｒｍｅｉｅｒ引入了所
谓的“演化路径”的概念［８，９］．演化路径是指一系列连续
演化代的变异步长之和，这个总和也被称为“积累路

径”［９］．演化路径公式如下：

ｐ（ｇ＋１）ｃ ＝（１－ｃｃ）ｐ
（ｇ）
ｃ ＋ ｃｃ（２－ｃｃ槡 ）

μ槡 ｅｆｆ

σ（ｇ）
ｍ（ｇ＋１）－ｍ（ｇ( )

       

）

μ槡 ｅｆｆＢ
（ｇ）Ｄ（ｇ）〈ｚ〉（ｇ＋１）ｗ

（５）

μ槡 ｅｆｆ为方差有效选择质量，〈ｚ〉
（ｇ＋１）
ｗ 为ｕ个已选择随机

向量的加权平均值，０≤ｃｃ≤１为权重系数．根据３２节
的式（３），“秩１更新”公式通过演化路径 ｐ（ｇ＋１）ｃ 可构

造为：

Ｃ（ｇ＋１）＝（１－ｃ１）Ｃ
（ｇ）＋ｃ１ｐ

（ｇ＋１）
ｃ ｐ（ｇ＋１）

Ｔ

ｃ （６）
ｃ１是协方差矩阵学习率．式（６）使用了协方差矩阵的显
示更新，在式（４）和式（５）中都用到了Ｂ（ｇ）和 Ｄ（ｇ），这需
要对Ｃ（ｇ）进行特征分解．普通矩阵特征分解的计算复杂
度为Θ（ｎ３），为了把计算复杂度从Θ（ｎ３）降到 Θ（ｎ２），
Ｉｇｅｌ和Ｓｕｔｔｏｒｐ等［１２，１５］提出了隐式协方差矩阵更新机制，

在这种新机制中不需要计算Ｂ（ｇ）和Ｄ（ｇ），也就不需要矩
阵的特征分解．
３５　秩μ更新

秩１更新适合于小种群的情况下使用，而大种群
的情况下，秩１更新不能充分利用大种群所提供的可
用信息．为了解决这一问题，Ｍüｌｌｅｒ和Ｈａｎｓｅｎ等提出了
秩μ更新［１０，１１］．秩μ更新是指选择子种群中最好的μ个
个体进行协方差矩阵更新．因为μ个个体是相互独立的，
所以根据定理５知这μ个个体的秩最大为ｍｉｎ（ｎ，ｕ），这
就是称为秩μ更新的原因．引入秩μ更新有以下三点
优势：（１）降低了噪声的影响；（２）增加了全局搜索能
力；（３）可实现算法在并行机上的运行［１０］．对 μ个个体
的协方差矩阵按式（７）进行估计，ｘ（ｇ＋１）ｉ：λ －ｍ（ｇ）为已选择
个体ｉ的实际变异步长．

Ｃ（ｇ＋１）μ ＝∑
μ

ｉ＝１
ｗｉ ｘ（ｇ＋１）ｉ：λ －ｍ（ｇ( )） ｘ（ｇ＋１）ｉ：λ －ｍ（ｇ( )） Ｔ （７）

ｗｉ为个体ｘ
（ｇ＋１）
ｉ：λ 的权重系数．按照式（２）的形式，则秩μ

更新公式可写为：

Ｃ（ｇ＋１） ＝（１－ｃｕ）Ｃ
（ｇ）＋ｃｕ∑

μ

ｉ＝１
ｗｉｙ

（ｇ＋１）
ｉ：λ ｙ

（ｇ＋１）Ｔ

ｉ：λ （８）

ｙ（ｇ＋１）ｉ：λ ＝（ｘ（ｇ＋１）ｉ：λ －ｍ（ｇ））／σ（ｇ），ｃμ为协方差矩阵的学习
率．“秩μ更新”利用学习先前代的信息以减小协方差
矩阵更新对种群大小的依赖，尤其在种群较小时可增

加更新的稳定性和可靠性，达到了协方差矩阵更新去

随机化的目的．

３６　合并秩１和秩μ更新
最终的协方差矩阵更新公式合并式（６）和式（８），

以适应不同情况下协方差矩阵的更新［２４］．
　　　Ｃ（ｇ＋１）＝（１－ｃ１－ｃｕ）Ｃ

（ｇ）＋ｃ１ｐ
（ｇ＋１）
ｃ ｐ（ｇ＋１）

Ｔ

     

ｃ

秩１更新

＋ｃｕ∑
μ

ｉ＝１
ｗｉｙ

（ｇ＋１）
ｉ：λ ｙ

（ｇ＋１）Ｔ

ｉ：

       

λ

秩μ更新

（９）

式（９）结合了式（８）和式（６）的优点．一方面，“秩μ更
新”有效利用了一代中所有已选择搜索点的信息，生成

稳定可靠的协方差矩阵更新信息；另一方面，“秩１更
新”有效利用了连续代之间步长的相关关系，以增加协

方差矩阵更新的改变率．前者适用于较大种群，后者对
于小种群尤其重要．

４　整体步长自适应学习机制
　　式（９）并没有显性控制协方差矩阵分布的整体缩
放，在协方差矩阵自适应的过程中，对于每一个被选择

的变异步，协方差矩阵仅会在变异步方向增加信息，并

且以因子１－ｃ１－ｃμ来消退旧的信息以使协方差矩阵收
缩．这种隐性步长控制使得协方差矩阵整体缩放效率
不高，无法满足算法快速收敛的要求．

为了控制步长 σ（ｇ），Ｈａｎｓｅｎ和 Ｏｓｔｅｒｍｅｉｅｒ［９］引入上
节中用到的演化路径来进行步长控制．这种步长控制
独立于协方差矩阵更新并被称为“积累路径长度控

制”．与式（５）相同的技术被用于构建演化路径 ｐσ，ｐσ
近似为ｐｃ的一个共轭演化路径

［２４］．初始化ｐσ＝０，则演
化路径ｐ（ｇ＋１）σ 可写为：

ｐ（ｇ＋１）σ ＝（１－ｃσ）ｐ
（ｇ）
σ

＋ ｃσ（２－ｃσ）μ槡 ｅｆｆＣ
（ｇ）－

１
２ｍ（ｇ＋１）－ｍ（ｇ）

σ（ｇ

       

）

Ｂ（ｇ）〈ｚ〉（ｇ＋１）ｗ

（１０）

ｃσ代表ｐσ的学习率．ｐ
（ｇ＋１）
σ 的长度和随机选择下的期

望长度是可比较的．更新σ（ｇ），只需比较 ｐ（ｇ＋１）σ 和它的

期望长度ＥＮ（０，Ｉ），则有以下全局步长公式：

σ（ｇ＋１）＝σ（ｇ）ｅｘｐ
ｃσ
ｄσ

ｐ（ｇ＋１）σ

ＥＮ（０，Ｉ）( )( )－１ （１１）

ｄσ是阻尼系数，ＥＮ（０，Ｉ）为 Ｎ（０，Ｉ）分布的随机向量
的欧氏范数的期望．

５　（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡＥＳ

　　Ｉｇｅｌ和 Ｓｕｔｔｏｒｐ等［１２，１５］把 Ｃｈｏｌｅｓｋｙ因式分解的方法
应用于（１＋１）ＣＭＡＥＳ和（μｗ，λ）ＣＭＡＥＳ，使相关算
法的复杂性降低为 Θ（ｎ２）．但 Ｓｕｔｔｏｒｐ仅对秩１更新给
出了该方法的算法描述，缺少对秩μ更新进行Ｃｈｏｌｅｓｋｙ
因式分解的具体实现方法及相关性能测试．基于Ｓｕｔｔｏｒｐ
等［１５］的工作，本文给出一个完整的（μｗ，λ）Ｃｈｏｌｅｓｋｙ

１４２
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ＣＭＡＥＳ算法．该算法实现了同时对秩１和秩μ更新进
行 Ｃｈｏｌｅｓｋｙ因子增量更新，把算法的时间复杂度从
Θ（ｎ３）降到Θ（（１＋μ）ｎ２），μ＜＜ｎ．协方差矩阵可按以
下公式进行隐式更新：

Ｃ（ｇ＋１） ＝αＣ（ｇ）＋βｐ（ｇ＋１）ｃ ｐ（ｇ＋１）
Ｔ

ｃ ＋γ∑
μ

ｉ＝１
ｗｉｙ

（ｇ＋１）
ｉ：λ ｙ

（ｇ＋１）Ｔ

ｉ：λ

[
＝ αＣ（ｇ）＋βｐ（ｇ＋１）ｃ ｐ（ｇ＋１）

Ｔ

[ ]
ｃ ＋γｗ１ｙ

（ｇ＋１）
１：λ ｙ

（ｇ＋１）Ｔ

１： ]λ

　 ＋γｗ２ｙ
（ｇ＋１）
２：λ ｙ

（ｇ＋１）Ｔ

２：λ ＋[ ]
…

其中，α＝１－ｃ１－ｃμ，β＝ｃ１，γ＝ｃμ．

６　实验与分析
　　为了比较各种变体的优缺点，本节选择了４种常见
ＣＭＡＥＳ变体与本文改进的（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡ变体
进行比较。选择的４种变体分别是 （１＋１）Ｃｈｏｌｅｓｋｙ
ＣＭＡ、（１＋λ）ＣｈｏｌｅｓｋｙＣＭＡ、（μｗ，λ）ＰＵｄＣＭＡ和
（μｗ，λ）ｓｅｐＣＭＡ．所有变体在１０个测试函数上进行了
对比实验，这些测试函数分别选自 ＣＥＣ２００５［２５］和
ＣＥＣ２０１３［２６］国际会议上提供的标准测试函数，选择的
测试函数具体如表１所示．

５０维及以下问题的最大评价次数设为３０Ｅ＋５，其
余问题的最大评价次数设为１０Ｅ＋６，求解精度设为
１Ｅ８代码由ｍａｔｌａｂＲ２０１４ａ实现，ＣＰＵ为 ＩｎｔｅｌＣｏｒｅｉ７
４７９０，内存为８Ｇ．表２给出了５种算法在１０个函数上
分别运行２５次后求得的平均最优值，最优结果用粗体
显示．为了统计上的显著性，对求得的２５组最优值，在
（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡ和其它算法之间以００５为显著
性水平执行 Ｗｉｌｃｏｘｏｎ秩和检验．检验两组样本之间是
否存在显著性差异，若两组样本之间存在显著性差异，

则比较两组样本的平均最优值，以确定两组样本的优

劣．“－”、“＋”和“≈”分别代表相应算法的性能劣于、
优于和近似于（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡ算法．

从表２的实验结果可以看出，本文改进的变体（μｗ，
λ）ＣｈｏｌｅｓｋｙＣＭＡ的性能明显优于其它变体，证明了秩
μ更新对算法性能的重要性．因为在每一代都进行协方

差矩阵更新，从而保证了协方差矩阵的准确性，所以

（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡ的结果比（μｗ，λ）ＰＵｄＣＭＡ好。
各种变体的具体表现如下：

（１＋１）ＣｈｏｌｅｓｋｙＣＭＡ：在单峰和部分可分问题上
表现较好，在多峰或有噪声的函数上表现较差，其中在

有噪声函数上表现最差．这与精英选择机制与关，精英
选择机制在有噪声的情况下容易造成系统性高

估［１５，２７］，不适用于求解有噪声问题．
（１＋λ）ＣｈｏｌｅｓｋｙＣＭＡ：整体表现不好，１＋λ精英

选择策略并没有给该算法带来大的优势，选择单一个

体作为父个体相当于取消了秩μ更新，不能充分利用
种群信息引导搜索．另外，单一个体作为父个体也增大
了演化路径的随机性，导致协方差矩阵更新的波动性

加大．
（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡ：在整体性能上表见最好，尤

其在多峰、不可分、高条件数和有噪声函数上表现较好，

但在简单可分或部分可分的单峰问题上表现差于（μｗ，
λ）ｓｅｐＣＭＡ或者（１＋１）ＣｈｏＣＭＡ．

表１　测试函数

函数 函数名称 维度

Ｆ１ 可分的单峰Ｓｐｈｅｒｅ函数 ２００

Ｆ２ 旋转高条件数的Ｅｌｌｉｐｔｉｃ函数 ２００

Ｆ３ 有噪声的Ｓｃｈｗｅｆｅｌ函数 ３０

Ｆ４ 偏移的Ｒｏｓｅｎｂｒｏｃｋ函数 ２００

Ｆ５ 偏移旋转的Ｒａｓｔｒｉｇｉｎ函数 ３０

Ｆ６ 多峰可分复合函数 １０

Ｆ７ 可分高条件数 Ｅｌｌｉｐｔｉｃ函数 ２００

Ｆ８ 可分多峰Ｒａｓｔｒｉｇｉｎ函数 ５００

Ｆ９ 部分可分 Ｅｌｌｉｐｔｉｃ函数 １０００

Ｆ１０ 完全不可分 Ｓｃｈｗｅｆｅｌ函数 ２００

表２　独立运行２５次求得的平均最优值及标准偏差

函数 （１＋１）ＣｈｏＣＭＡ （１＋λ）ＣｈｏＣＭＡ （μｗ，λ）ＣｈｏＣＭＡ （μｗ，λ）ＰＵｄＣＭＡ （μｗ，λ）ｓｅｐＣＭＡ

Ｆ１ －４５０ｅ＋２±０００ｅ＋０≈ －４５０ｅ＋２±０００ｅ＋０≈ －４５０ｅ＋２±０００ｅ＋０ －４５０ｅ＋２±０００ｅ＋０≈ －４５０ｅ＋２±０００ｅ＋０≈

Ｆ２ ８９６ｅ＋２±３７６ｅ＋３－ ２７８ｅ＋４±１７３ｅ＋４－ －４５０ｅ＋２±０００ｅ＋０ －４４８ｅ＋２±６９５ｅ－１－ １３８ｅ＋６±２８９ｅ＋５－

Ｆ３ ９３４ｅ＋４±２７６ｅ＋４－ ２５２ｅ＋４±８５１ｅ＋３－ ７３３ｅ＋１±７３３ｅ＋２ ２０１ｅ＋３±５０５ｅ＋３－ １６２ｅ＋４±１１９ｅ＋４－

Ｆ４ ５１６ｅ＋２±４３３ｅ＋１－ ５７５ｅ＋２±５５１ｅ＋１－ ４７８ｅ＋２±１５６ｅ＋１ ４８１ｅ＋２±６４９ｅ＋０≈ ４１１ｅ＋２±１９９ｅ＋１＋

Ｆ５ －８６４ｅ＋１±７１５ｅ＋１－ －１９６ｅ＋２±３４５ｅ＋１－ －２８３ｅ＋２±１１２ｅ＋１ －２８２ｅ＋２±１２２ｅ＋１≈ －２７８ｅ＋２±１４５ｅ＋１≈

Ｆ６ ６６６ｅ＋２±１４２ｅ＋２－ ５６０ｅ＋２±２１３ｅ＋２－ ４５２ｅ＋２±１８１ｅ＋２ ４５７ｅ＋２±１３３ｅ＋２≈ ５１６ｅ＋２±２３８ｅ＋２≈

Ｆ７ １６５ｅ＋０±１２２ｅ＋０＋ ４３８ｅ＋４±１３８ｅ＋４－ １６７ｅ＋１±２３８ｅ＋１ ５４５ｅ＋１±１７０ｅ＋２≈ ９６８ｅ－９±２９９ｅ－１０＋

Ｆ８ １０７ｅ＋４±８３８ｅ＋２－ ７４１ｅ＋３±４６２ｅ＋２－ １８３ｅ＋３±９４２ｅ＋１ １９３ｅ＋３±１２０ｅ＋２－ ２００ｅ＋３±１６６ｅ＋２－

Ｆ９ ６６４ｅ＋８±５２２ｅ＋７＋ ６１８ｅ＋９±６３３ｅ＋８＋ １５７ｅ＋１０±１９３ｅ＋９ ２３２ｅ＋１０±２１８ｅ＋９－ ９９５ｅ＋８±２８６ｅ＋８＋

Ｆ１０ １７８ｅ＋５±７４７ｅ＋４－ ２０３ｅ＋５±４４５ｅ＋４－ ７５９ｅ－４±１２０ｅ－３ ２５０ｅ－３±３８０ｅ－３－ １６４ｅ＋３±１４９ｅ＋３－
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第　１　期 李焕哲：协方差矩阵自适应演化策略学习机制综述

　　（μｗ，λ）ＰＵｄＣＭＡ：在整体性能上劣于（μｗ，λ）
ＣｈｏｌｅｓｋｙＣＭＡＥＳ算法，但是它们在５个问题上性能是
相似的．其原因是两个算法的大体机制是相同的，区别
在于（μｗ，λ）ＰＵｄＣＭＡ的推迟更新机制使得协方差矩
阵不能及时得到更新，导致新生成的搜索分布可能用

到的是旧的协方差矩阵信息．另外，（μｗ，λ）ＰＵｄＣＭＡ
采用特征分解的方式进行协方差矩阵更新，该方法的

数值精度要高于Ｃｈｏｌｅｓｋｙ因式分解的方法．
（μｗ，λ）ｓｅｐＣＭＡ：整体上在多峰、不可分、有噪声

的函数上表现较差，在单峰、可分的问题上表现较好，

这是因为以对角阵代替常规协方差矩阵导致失去了对

搜索空间的旋转不变性．这种简化了的协方差矩阵更
新方法使该算法在运行时间上有显著优势，尤其在高

维问题上甚至达到了１个或几个数量级的优势．所以
用该算法求解高维的单峰可分问题是一个较好的选

择，该算法甚至在高维多峰的 Ｒｏｓｅｎｂｒｏｃｋ函数上也取
得了最好结果．

７　讨论及展望
　　ＣＭＡ学习机制是一种基于统计的自适应学习方
法，它通过对演化过程中所构造的概率分布进行随机

抽样来生成新的种群个体，优化过程中生成的概率分

布刻画了被优化目标函数的特性．这种机制与分布估
计 算 法［２８，２９］ （Ｅｓｔｉｍａｔｉｏｎ ｏｆＤｉｓｔｒｉｂｕｔｉｏｎ Ａｌｇｏｒｉｔｈｍｓ，
ＥＤＡｓ）的搜索方式存在着很大的相似性，它们都是根据
先前代有潜在希望的个体构造的概率分布模型来产生

下一代的新个体．区别是ＣＭＡＥＳ通过统计的方式来确
定搜索参数（协方差矩阵和全局步长），搜索参数确定

了新个体变异的方向和强度；而ＥＤＡｓ是通过统计的方
式来建立概率采样模型，利用概率模型在搜索空间中

采样生成新个体．
ＣＭＡＥＳ被认为是实值优化中最具竞争力的演化

算法之一，对于非线性优化问题，由于传统的优化方

法，如拟牛顿法（ＢＦＧＳ）、共轭梯度下降法等，在非凸和
崎岖不平的搜索景观上（如尖峰、不连续、异常值、噪声

和局部最优值）会导致搜索失败，所以 ＣＭＡＥＳ在这类
问题上是一种非常具有吸引力的选择．ＣＭＡＥＳ算法具
有以下优点：

（１）ＣＭＡＥＳ对于求解具有高条件数的凸二次函数
有内在的优势．

（２）ＣＭＡＥＳ具有对搜索空间任意可逆线性变换的
不变性，对处理平移的、旋转的和严重不等比例缩放的

问题也具有内在的优势．
（３）目标参数及策略参数变异的无偏性是随机搜

索算法的一个重要设计准则［３０］，ＣＭＡＥＳ算法的种群
均值ｍ、协方差矩阵Ｃ和全局步长的对数ｌｎ（σ）都是无

偏的，这可以提高算法的稳定性，减少种群的发散或

早熟．
（４）ＣＭＡＥＳ的种群大小是内生的，与问题的维度

具有较小的相关性，不会随问题维度的增长而导致种

群大小急剧增加．
ＣＭＡＥＳ作为一种局部搜索算法，其未来研究方向

或许可从以下５点进行：
（１）对于Ｃｈｏｌｅｓｋｙ因式分解方法，在非精英选择的

ＣＭＡＥＳ算法中，计算共轭演化路径 ｐσ的公式有轻微
改变．一般来说 Ｃｈｏｌｅｓｋｙ因子 Ａ是不对称的，Ｃｈｏｌｅｓｋｙ
因式分解方法无法得到正交矩阵 Ｂ，所以在计算 ｐσ的
公式中取消了Ｂ．如果能够把Ｃｈｏｌｅｓｋｙ因子Ａ分解成对
称的形式 Ａ＝ＢＤＢＴ，则上述问题可通过 σ－１Ａｉｎｖ
（〈ｘ〉（ｇ＋１）ｗ －〈ｘ〉（ｇ）ｗ ）替换Ｂ〈ｚ〉ｗ来解决

［１５］．但是如何获
得一个对称的 Ｃｈｏｌｅｓｋｙ因式分解仍是一个需解决的
问题．

（２）（μｗ，λ）ＣｈｏｌｅｓｋｙＣＭＡＥＳ算法虽然在一定程
度上降低了时间复杂度．但是在大规模优化问题上，如
何降低其时间和空间复杂度仍是一个需要解决的

问题．
（３）在ＣＭＡＥＳ算法中由于协方差矩阵自适应和

全局步长自适应是相互独立进行的，不适当的全局步

长值在多峰函数或有噪声函数上容易造成种群发散或

早熟，这是需要解决的问题．
（４）ＣＭＡＥＳ是一种局部优化算法，在全局搜索能

力上较弱，目前一般通过增大种群或增大全局搜索步

长的方式来增强全局搜索能力．寻找能够有效增强
ＣＭＡＥＳ全局搜索能力的新方法也是今后研究的一个
方向．

（５）基于ＣＭＡＥＳ的特点，探索 ＣＭＡＥＳ的新的应
用领域，把它应用到具体的实际问题中去是今后的一

个重点研究方向．
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